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FruitQA-Sys：面向农业果蔬领域的专家问答系统
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摘要 为解决现有大语言模型在农业果蔬种植等专业细分场景中知识覆盖不足、难以满足实际智能化应用

需求的问题，采用领域数据构建、参数高效微调与检索增强生成相结合的方法，提出了一种面向农业果蔬领域的

专家问答系统FruitQA-Sys。该系统通过生成器-打分器模块构建大规模高质量果蔬问答数据集，基于LoRA策

略对领域大模型FruitBOT进行微调，并结合引导式检索增强生成技术 IntroRAG，实现果蔬专业知识的精准问

答。结果显示，在自动评估中，FruitQA-Sys的 BERTScore为 0.76，较 DeepSeek-V3提升 1.3%，与 Qwen-3.0持

平； GLEU 为 0.37，较 DeepSeek-V3 和 Qwen-3.0 分别提升 2.7%；在人工评估中，系统综合得分达到 8.56，较
DeepSeek-V3和Qwen-3.0分别提升 11.5%和 15.7%。结果表明，领域微调大模型与 IntroRAG的协同机制能够

有效提升果蔬种植场景下智能问答系统的专业性与准确性。
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农业果蔬种植在保障粮食安全、维护生态平衡

与推动乡村振兴中具有核心地位。随着气候变化与

病虫害谱系演替，农业生产管理对精细化知识、实时

决策与可操作化建议的需求日益增强，因此对高准

确性与可追溯性的智能辅助系统提出了更高要求［1］。

近年来，大语言模型（large language models， LLMs）
在智能问答、知识检索、对话系统等通用语言理解与

生成任务上成效显著［2］。为满足农业领域的智能化

应用需求，研究人员已开展 LLM 的垂直领域探索，

并结合检索增强技术提升其输出可靠性。Zhang
等［3］提出了基于 LLM 的 IPM-AgriGPT 病虫害预测

管理系统，该系统通过图增强注意力框架结合农业

知识图谱进行特定场景推理，有效提升了模型在病

虫害防治问题上的事实一致性和场景适应性。王婷

等［4］提出了基于大模型技术的果蔬农技知识智能问

答系统，该系统结合果蔬栽培及病虫害防治知识库，

实现农业技术问题的精准问答和智能咨询服务，有

效提升了农技服务的智能化水平。Yang 等［5］提出

ShizishanGPT，在 RAG 框架下集成搜索引擎、农业

知识图谱、通用 GPT-4 及作物表型预测代理等模

块，通过整合设计实现更全面的农业问答功能。这

些系统通过 LLMs的自然语言理解能力与知识库的

专业性相结合，使系统能够在提供知识指导的同时

兼顾信息的科学性和操作可行性。但是这些研究

直接接入通用领域大模型，缺乏对领域数据的适

配，因而模型输出易出现细节缺失、不够专业和可

靠的问题。

Yang 等［6］构建了一个基于微调 LLM 结合检索

增强生成（RAG）技术的农业问答系统 AgriGPT，该

系统采用复杂检索和知识图谱多跳推理技术，使之

在处理复杂农业问答时能够同时利用多种信息源，

从而显著提升回答的准确性和专业性。Zhao等［7］构

建了一个基于 LLM 微调技术的植物病害检测的高

效诊断与决策支持系统，该系统结合知识图谱知识

推理在提升病虫害识别准确率的同时还能输出可解

释的防治建议。这些研究通过领域数据的微调使

LLM 获得了专业领域的知识，因而在应用中与特定

领域场景更加适配，输出更加精准。但是此类研究

所采用的微调数据集完全来自LLM合成（如AgriG‐
PT），缺乏人工专家的指导，使得微调模型的问答准
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确性和领域适应性有限［8］。另外，由于农业领域专用

数据集的匮乏和垂直大模型技术探索的不足［9］，现有

农业垂直大模型在果蔬种植这一细分领域的研究和

应用存在明显空白［10］。

为解决上述问题，本研究提出 FruitQA-Sys，一
个面向果蔬种植应用场景的专家知识问答系统，旨

在采用文本问答的形式实现领域专业知识问答。

1　材料与方法

1.1　数据来源

本研究收集的文本数据来源于农业相关教材和

已发表的论文，确保了数据的专业性和正确性。经

过筛选仅保留了果蔬种植管理、病虫害防治及作物

采收等相关的内容。具体做法是，提取论文的标题、

摘要、教材的书名等字段，调用DeepSeek API通过这

些字段判断是否属于果蔬领域相关论文，其中大模

型提示词设计如图 1所示。筛选完成后得到 2 390本

教材与108 127篇相关的论文。

1.2　FruitQA-Sys系统概述

从图 2 可以看出，FruitQA-Sys 专家问答系统的

实现过程包括 3个步骤：首先，构建了用于微调垂直

模型的数据集；接着，采用微调技术实现了在 LLM
基座上的微调；最后，通过构建的文本向量库基于 In‐
troRAG检索技术生成大模型的输入提示。

基于上述整体实现流程，系统的核心功能可进

一步划分为 3 个关键模块，其内部结构与功能设计

如图 3 所示，具体而言，FruitQA-Sys 分为 3 个模块：

（1）生成器-打分器训练模块。该模块通过循环迭代

的方式训练了一个“生成器-打分器”模型，用来自动

生成微调问答对。（2）FruitBOT 微调模块。采用 Lo‐
RA 技术基于上一步生成的大规模问答语料对开源

大模型基座进行微调，以增强模型对果蔬专业知识

的理解与生成能力。（3）引导式检索增强生成（In‐
troRAG）模块。该模块基于收集的文本语料构建大

规模的文本向量库，并在问答过程中采用 IntroRAG
技术实现FruitBOT的可信输出。

图1   大模型文献筛选提示

Fig. 1   LLM prompt for screening literature

图2 FruitQA-Sys总体设计

Fig. 2 FruitQA-Sys overview

     A.生成器与打分器训练 Generator and scorer training； B.LoRA 微调 LoRA fine-tuning； C.引导式检索增强生成框架 IntroRAG frame‐
work. 

图3 FruitQA-Sys构建详细流程图

Fig. 3 FruitQA-Sys construction detailed workflow
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1.3　FruitBOT微调数据集构建

FruitBOT 大模型的微调数据集是通过一个生

成器和一个打分器模型来生成的。生成器和打分

器的模型基座也是 LLM，通过人工标注的种子数据

集引导，进行迭代训练得到。训练完成后，该模型可

以通过原始文本语料生成FruitBOT的微调数据集。

1）生成器-打分器种子数据集构建。本研究人

工标注了种子数据集，包括 500条生成器数据和 500
条打分器数据。构建种子数据集采用的原始文本为

果蔬种植领域的专业论文，涉及的内容覆盖果蔬种

植、果蔬风味、病虫害防治、采收与存储等果蔬种植

全产业链数据。

种子数据集的原始语料以 JSON 文件格式保

存，每条样本包含“原文”“问题”“答案”3 个字段。

其中，“原文”对应原始文本片段，“问题”与“答案”

则基于原文内容设计，确保逻辑一致性与可溯源

性。为了适配生成器微调的输入格式，原始 JSON
格式被转换为图 4中的格式。转换后的数据结构包

含 instruction、input与 output 3个部分。其中，instruc‐
tion用于明确模型在生成问答对时的具体要求，即通

过规范性说明指导模型“该做什么、如何做”，以确

保生成方向与任务目标一致；input 对应模型训练

所需的原始输入，即原始文本片段；output 则由 3 个

子字段构成，分别为 Q：基于输入文本生成的问题；

C：生成原文中与该问答对相关的知识；A：与问题

对应的答案。

打分器的训练目标在于使打分器具备区分不同

质量问答对的能力，以此筛选出高质量问答对。为

了标注打分器的 500条种子数据集，首先设计了一个

总分 10分制的评分体系，该体系从正确性、专业性、

自洽性、正交性以及领域相关性 5个维度对标注数据

质量进行量化评价，具体分值分配与评分细则

见图5。
打分器种子数据集标注过程如下：针对一段原

始文本，人工标注高、中、低 3个质量梯度的问答对，3
个梯度的打分区间为：低质量 0~4 分、中质量 5~7
分、高质量 8~10 分。且每个打分由图 5 中的 5 项评

价维度得分求和所得。打分器的训练集样本格式如

图 6所示，其中 instruction字段用于规定 10分制评分

规则及各维度细则，input包含待评分的问答对及其

对应的原文文本片段，output则记录该问答对的最终

得分，并给出基于 5项评价维度的评分理由，例如“正

确性得 3 分，因答案基本符合原文，但存在 1 处细节

偏差”。

2）生成器-打分器训练。通过迭代循环的方式

来训练生成器-打分器模型，训练过程分为 2步：首先

各采用 500个人工标注的问答对生成器和打分器进

行初代指令微调；然后逐轮使用 100篇文本语料生成

问答对并进行循环增量微调［11］。生成器-打分器模

型的训练基座为DeepSeek-R1-Distill-Qwen-14B，是

DeepSeek官方基于DeepSeek-R1通过知识蒸馏技术

优化而来，继承了原模型的核心推理能力［12］。

在初始训练阶段，利用种子数据集对模型进行

第 1次训练，获得初代版本的生成器-打分器模型，该

模型将作为第二阶段迭代训练的初始模型。第二阶

段的增量式迭代过程如图 3A 所示，具体来说，每一

轮迭代开始时，随机抽取 100篇论文，由生成器自动

生成问答对，经过打分器筛选后新增的高分问答对

直接用于下一轮生成器微调，使每次微调都是新的

数据。增量式学习既能确保模型持续学习新的知

图4   生成器种子数据格式

Fig. 4   Seed data format for generator
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识，还能防止生成器-打分器的训练出现过拟合，因

而能保持模型的稳定性与泛化能力。

跟上述种子数据集的格式一样，生成器生成的

数据也采用“原文”“问题”“答案” 3个字段进行存储。

同时，考虑到部分论文篇幅较长，可能导致大模型的

理解与生成质量下降，论文在输入打分器前做了分

块处理，以减轻长文本带来的干扰。生成的问答对

由打分器进行质量评估，评估方式采用本文“1.3”提
出的 10分制评分标准。对于得分为满分（10分）的问

答，将其进行格式转换后加入生成器的训练集。同

时，将所有问答对的评分结果、打分理由及其对应样

本整理为打分器训练数据，以提升打分器对数据质

量的判别能力。

生成器-打分器训练的迭代终止条件由人工检

验与自动评分联合决定。具体而言，人工检验是在

每轮生成问答对后，随机抽取 100条包含果蔬各方面

知识问答对进行人工评估，评价标准采用图 5 中 10
分制评分规则，人工评分分数超过 8分即为合格，当

合格率达到 90% 时即为满足条件；自动评分则通过

打分器打分，当得分超过 8 分的问答对达到 90% 时

满足条件。仅在 2项标准均被满足时，迭代过程方可

终止。此双重决策不仅保证了数据质量，而且确保

了自动判别与人工评价之间的一致性。

综上所述，该迭代循环框架通过“生成→判别→
筛选→回写”的闭环机制，在低人工依赖度下实现了

高质量训练样本的持续扩充与模型能力的渐进优

化。Puri等［13］的研究表明，生成器-打分器模型所获

取的微调数据集比人工标注问答对效率更高，比完

全依赖大模型生成的数据集质量更专业、准确。因

此该方法在保证数据质量的同时，兼顾了可扩展性

与效率，为农业等垂直领域大模型的高效微调提供

了一种可行的数据合成方法。

3）微调数据生成。生成器-打分器模型训练完成

后，将收集的全部文本语料输入模型，用来生成Fruit‐
BOT的微调数据集。如图 3B所示，首先将获得的原

始文本输入生成器，自动生成候选问答对；随后，这些

问答对被输入打分器中进行质量评估，得分在 8分以

上的被保留。最终获得 94 344 条高质量问答对，总

计16 095 922个Tokens，平均Token数为170.61。
1.4　基于LoRA的FruitBOT微调

LoRA［14］作为一种针对大模型的参数高效微调

方法，有效解决了传统微调需更新模型全部参数的

弊端。其核心设计思路是冻结原始大模型的权重参

数，仅在部分权重矩阵上引入可训练的增量矩阵以

实现下游任务适配。具体而言，假设大模型某一层

图5 打分器种子数据集评分规则

Fig. 5 Scoring criteria for the scorer seed dataset

图6 打分器种子数据格式

Fig. 6 Seed dataset format for scorer
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的原始权重矩阵为 W ∈ Rd × k（d 为输入维度，k 为输

出维度），LoRA 在该矩阵基础上引入可训练的增量

矩阵∆W，使得模型实际使用的权重矩阵W '为：

W '= W + ΔW （1）
为进一步压缩可训练参数量，LoRA利用低秩矩

阵的性质对∆W进行低秩分解，将其表示为 2个小维

度矩阵的乘积，如公式 ( 2 )所示：

ΔW = B ⋅ A （2）
式 ( 2 )中，A ∈ Rr × k 为降维矩阵，B ∈ Rd × r 为升维

矩阵，关键超参数r（低维空间维度）满足r≪ min ( d，k )。
由此可得LoRA的完整权重更新公式（3）：

W' = W + B ⋅ A （3）
该设计使得可训练参数仅为 r ×( d + k )，相较于

传统微调需更新的d × k个参数大幅减少，显著降低了

训练成本与显存占用［15］，其效果与全参数微调相比，性

能损失较小。有研究结果表明，LoRA在多数下游任务

中的性能与全参数微调相比，精度损失极小［16］。因此，

本研究在模型微调过程中选择采用LoRA方案，以在

保证效果的同时兼顾训练效率与资源消耗。

如图3B所示，微调数据集准备好以后，送入基座

模型DeepSeek-R1-Distill-Qwen-7B。微调过程中超

参数设置如下：学习率为 1 × 10-4，训练轮次（epoch）
为 10，低秩维度 r 取 16，LoRA 缩放因子 α=16，批大

小（batch size）为 2，权重衰减（weight decay）为 0.01，
并采用 bf16 精度进行训练。其中，学习率决定参数

更新的速度与稳定性；epoch控制模型在训练集上的

迭代次数；r 与 α 共同影响 LoRA 模块的表达能力和

有效容量；batch size 影响梯度估计的稳定性与显存

占用；weight decay 用于防止过拟合；而 bf16 精度则

在保证数值稳定的同时有效降低显存开销与计算

成本。

1.5　引导式检索增强生成(IntroRAG)问答

1）文本向量库构建。经过领域数据集的微调，

已经将领域知识内化到FruitBOT的参数中，使其可

以较为准确地完成专业知识问答。但大模型的固有

局限在实际场景中逐渐显现［17］：模型参数一旦固化，

在遇到训练语料未覆盖或已过时的信息时容易产生

知识幻觉，从而给出不可靠或与事实不符的回答；同

时农业知识时效性强，若要纳入新信息通常必须重

新微调，既耗时又难以实现即时更新［18］。为此本研

究在 FruitQA-Sys 中引入检索增强生成 RAG 技

术［19］以缓解知识动态更新和模型幻觉问题。

当前的 RAG 技术主要使用人工构建的知识库

来增强大模型输出可靠性，知识库包括文本向量知

识库（vector DB）、知识图谱等。其中向量知识库简

单高效、技术成熟、易于实现和扩展。本研究构建的

文本向量库以农业果蔬种植领域的教材与已发表论

文为数据源［20］，从源头上保证了知识的专业性与可

靠性，并确保知识体系的系统性与全面性。原始数

据包括 2 390 本教材与 108 127 篇论文，构建的向量

数据库采用了 1 024维向量来存储文本，这种高维表

征可以更容易捕捉语义空间中细微的文本差异［21］。

例如，该表示方式能够有效地区分“水稻的抗旱性”

与“小麦的抗旱性”，而非笼统地归为“作物的抗旱

性”。最终，本研究构建了一个规模达到 69 GB的大

规模农业领域文本向量数据库，为后续检索与问答

生成提供了坚实的知识支撑。

2）引导式检索增强生成（IntroRAG）。在基于垂

直大模型FruitBOT的知识检索和问答应用中，本研

究设计了一种引导式的检索增强生成框架（IntroR‐
AG），可以显著提高答案的准确性，实现过程如图 3C
所示。与传统RAG方法不同，该框架在检索过程中

加入FruitBOT作为引导模块，以提升检索结果的有

效性。具体而言，首先将用户问题向量化，并在知识

向量库中进行相似性检索［22］。传统方法通常会将检

索到的知识直接输入至生成模型，而 IntroRAG则先

利用FruitBOT对检索结果进行筛选和判断，以确认

其是否包含回答问题所需的关键信息［23］，从而避免

无关知识干扰生成过程。筛选后的高相关性知识最

终作为补充信息输入至 FruitBOT，以支持模型生成

更加准确、专业的回答。结果表明，结合了 IntroRAG
的问答在保证检索广度的同时提高了知识利用的精

度，有效增强了检索与生成之间的协同。

1.6　模型评测方法

为系统评估FruitQA-Sys的问答性能，本研究设

计了自动评估与人工评估相结合的综合评价方案。

自动评估用于量化模型输出质量，人工评估用于验

证回答的专业性与实用性等。

参考Wang等［24］的研究方法，本研究引入了人工

评估，以进一步从专家的角度检验模型在实际应用

场景中的表现。评估专家由 3名具有农业学科背景

的专业人员组成，评估过程采用正确性、专业性、完

整性、流畅度等 4个维度进行打分，每个维度满分 10
分，最后按照得分进行加权平均获得模型的总的得

分。不同维度的权重分配为：（1）正确性 40%，用于

衡量模型输出内容是否事实准确，是否与农业知识
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和常识一致；（2）专业性 25%，用于评估回答是否展

现出足够的专业领域知识深度和准确性，包括使用

专业术语、提供翔实的论据或数据；（3）完整性 20%，

关注回答是否覆盖问题的核心要点，能否形成较为

系统的说明；（4）流畅度 15%，从语言表达层面考察

答案是否语法正确、逻辑连贯以及可读性良好［25-26］。

打分过程中，每条回答均由 2位专家在 4个维度

上独立打分，然后按照加权平均计算各自的总得分，

若 2 位专家的评分差异不超过 3 分，则认为评分一

致，取两人平均分作为该条回答的最终分数；否则，

则交由第 3位专家进行仲裁并给出最终分数（最终分

数应该跟前面任意一个差异不超过 3分），用以作为

人工评估的综合指标。

2　结果与分析

2.1　测试集和评估标准

目前未见有公开发表的农业果蔬领域垂直大模

型的评测基准，参考Kaur等［27］的做法，本研究构建了

一个专用评测数据集。数据集包括100条人工编写的

高质量问答对，涵盖的主题覆盖果蔬种植的全产业

链，基本满足了本领域的核心需求。数据标注人员来

自农业领域的专家，标注过程经过多轮专家评估和验

证，确保答案内容正确。评估指标则采用大模型的通

用 指 标 BERTScore［28］、GLEU［29］、ROUGE-L［30］。

BERTScore是基于预训练语言模型的上下文嵌入表

示，用来计算候选答案与参考答案之间的语义相似

度，该指标能够捕捉同义表达和语义层面的对应关

系。GLEU是通过同时考虑候选答案与参考答案之

间的 n-gram 精度与召回率来衡量二者一致性。

ROUGE-L是衡量生成答案对参考答案的覆盖情况。

2.2　与通用大模型性能比较

本研究选择了 3 个通用大模型 DeepSeek-R1-
Distill-Qwen-7B、DeepSeek-V3、Qwen-3.0 进行性能

比较。第一个模型为FruitBOT微调的基座模型（简

称 FB_Base），后两者是目前有代表性的主流通用大

模型。三者均由国内机构研发，在中文处理方面相

较于其他通用大模型有明显优势。由表 1 可知，

FruitQA-Sys在 3项指标中均取得最优成绩，大幅超

越未微调的基准模型FB_base，说明经过领域数据微

调和RAG检索后，大模型对特定领域的知识理解能

力 更 强 ，输 出 结 果 更 准 确 。 与 DeepSeek-V3 和

Qwen-3.0模型对比发现，FruitQA-Sys在 3个指标上

均 呈 现 小 幅 优 势 ，具 体 而 言 ，FruitQA-Sys 的

BERTScore 达到 0.76，与 Qwen-3.0 持平，但相比

DeepSeek-V3 提升约 1.3%；GLEU 达到 0.37，相较

DeepSeek-V3 和 Qwen-3.0 均 提 升 约 2.7%；

ROUGE-L 达 到 0.27，相 比 DeepSeek-V3 提 升 约

8.0%，相比 Qwen-3.0 提升约 3.8%。但在模型参数

量方面，FruitQA-Sys远远小于2个基准模型，这在农

业应用场景中非常重要，模型轻量化正是适配农业

实际需求的关键技术指标。总的来说，FruitQA-Sys
系统在农业问答任务中，既能在语言表达的准确性、

流畅性上面可以跟目前超大参数的模型媲美，又由

于领域微调和 IntroRAG 技术使其在专业知识的关

键信息把握、精准匹配上面优于未微调基座模型。

为直观呈现不同模型针对专业问题答案的准确

性，本研究借助图7进行案例展示。由图7可以看出，

DeepSeek-V3在回答中表现为较多假设性与不确定

性，Qwen-3.0 直接说明知识库中无相关信息，无法

回答，而 FruitQA-Sys 的回答直接给出结论并附带

量化结果。由此可以看出，FruitQA-Sys 由于包含

大量的领域专业知识，因此可以直接输出确证的领

域事实，其专业性、针对性和可操作性明显优于通

用模型。

2.3　人工评估结果

由图 8 可以看出，FruitQA-Sys 在四大维度上均

取得了最高分，尤其在正确性、专业性和完整性方面

明显领先于其他模型，分别以 9.0、8.5和 8.0分位列第

一，证明提出的系统在领域知识储备和专业的输出

上表现突出。在输出流畅度方面，所有模型表现相

当，这个符合通用大模型的特点，也说明 FruitQA-
Sys 在提升专业性的同时并没有损失语言特性。综

上所述，FruitQA-Sys在综合性能尤其在农业任务的

专业性方面展现出明显优势。

2.4　消融实验

为评估不同模块对模型性能的影响，本研究利

用 3 种配置：（1）FB_Base +IntroRAG：未微调的基

础模型结合 IntroRAG 技术；（2）FruitBOT：使用在

基础模型上微调的垂直模型；（3）FruitBOT+In‐

表1　模型输出评分

Table 1　Model output scores

模型 Model

FB_Base
DeepSeek-V3

Qwen-3.0
FruitQA-Sys

参数量

Parameters
7×109

671×109

235×109

7×109

BERTScore

0.71
0.75
0.76
0.76

GLEU

0.23
0.36
0.36
0.37

ROUGE-L

0.14
0.25
0.26
0.27
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troRAG：微调模型结合 IntroRAG 技术，即 FruitQA-
Sys系统，在测试集上进行自动评估。由表 2可以看

出，FruitBOT+IntroRAG 显著高于仅使用 IntroR‐
AG 的基础模型和仅进行微调无 IntroRAG 组件的

FruitBOT。说明领域数据弥补了 LLM 在垂直领域

知识、表达范式和任务能力上的不足，垂直大模型

结合 RAG 的协同作用，可有效提升模型语义匹配、

细节一致性与信息覆盖能力。

3　讨 论

针对 LLMs在农业果蔬种植领域智能化应用的

空白，本研究构建了面向该场景的专家问答系统

FruitQA-Sys。系统通过“生成器-打分器迭代数据

集构建”“LoRA微调大模型”“引导式检索增强”三大

核心模块，形成“数据生成-模型优化-知识补充”完整

LLM应用解决方案。研究表明，该系统在正确性、专

业性、流畅性上显著优于通用LLMs。从设计与实践

看，FruitQA-Sys 优势有：其一，生成器-打分器迭代

框架突破数据瓶颈，相较其他研究完全依赖自动合

成语料模型来说，通过人工种子数据初始化、多维度

筛选（正确性、专业性等）及增量整合，能够以低成本

生成高质量问答对；其二，LoRA 微调可以适配资源

约束，相较全参数微调的高耗特性，借助低秩矩阵分

解仅更新少量参数，在保证微调模型领域适配性的

同时，降低训练成本与显存占用；其三，IntroRAG
可以通过补充知识弥补静态模型的时效性，同时借

FruitBOT 筛选检索结果提升回答的相关性。

LLM 应用属于前沿技术，目前仍然有很多问题

有待研究，未来将围绕该任务展开持续优化和场景

适配方面的研究，研究计划包括：（1）提升文本向量

库的检索速度。本研究中 69 GB的文本向量数据库

规模过大，问答需经过“向量化‐检索‐筛选‐生成”全

流程，检索与筛选环节耗时较长，需要研究相关检索

技术提升效率；（2）模型的场景验证。提出的模型需

要在真实场景中反复验证和优化，包括在真实生产

环境中收集多样化作物与区域数据，提升模型的泛

化性与跨区域适用性。
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Abstract A domain-specific expert question-answering system，FruitQA-Sys，was proposed by inte‐
grating domain data construction，parameter-efficient fine-tuning，and retrieval-augmented generation to 
solve the problems of insufficient knowledge coverage and difficulty in meeting the practical requirements of 
intelligent applications in specialized sub-scenarios including the planting of fruit and vegetable with existing 
large language models.The proposed system constructed a large-scale and high-quality fruit and vegetable 
question-answer dataset through a generator-scorer module，finely tuned the domain-specific large model 
FruitBOT based on the LoRA strategy，and incorporated the guided retrieval-augmented generation tech‐
nique IntroRAG to achieve accurate question and answer of professional knowledge of fruit and vegetable.
The results show that in automatic evaluation，the FruitQA-Sys achieves a BERTScore of 0.76， which is a 
1.3% improvement over the DeepSeek-V3， and is on par with another mainstream general-purpose large 
model Qwen-3.0； its GLEU score is 0.37， representing a 2.7% improvement over both DeepSeek-V3 and 
Qwen-3.0. The overall score in human evaluation reached 8.56， representing improvements of 11.5% and 
15.7% over DeepSeek-V3 and Qwen-3.0， respectively.It is indicated that the collaborative mechanism of 
domain-specific fine-tuning and IntroRAG can effectively improve the professionalism and accuracy of intel‐
ligent question-answering systems in scenarios of planting fruit and vegetable.

Keywords LoRA finetuning； retrieval-augmented generation （RAG）； domain-specific large lan‐
guage model； fruit and vegetable QA system； dataset construction
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